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あらまし

本論文は，テキスト文書のマルチラベル分類問題について，トピックモデルと最小平均自乗推定の 段階からなる

実現手法について提案する．第 段階では，トピックモデルを用いて各文書のトピック分布を求める．第 段階では，

最小平均自乗推定に基づき，文書のトピック分布から文書のラベルを推定する．本研究では，理想的な条件のもとで

トピックモデルのトピックの間が独立であるという点に着目し，文書のラベルをトピック空間のベクトルであると仮

定している．その上で最小平均自乗推定に基づき，トピックからラベル出現確率に変換する重み行列を算出し分類器

を構築する．そして，与えられた文書について，この分類器を用いて，ラベルの出現確率を計算し，所定ルールに従

ってラベルを決定し当該文書に付与する．提案手法を検証するために，朝日新聞の分類付きニュース記事データを用

いてマルチラベル自動分類実験を行った．検証実験の結果により従来の手法と比べて提案手法の優位性が確認された．

 
Abstract 

This paper presents a two-stage approach for multiple labels classification of text documents. The first stage of the approach 
applies topic model to obtain a topic proportion, while the second stage applies least mean square estimation to obtain the labels. 
We suppose that a topic should be independent from each other under ideal conditions and this leads us to express the label 
probability by a linear transform from topic proportion. Therefore we can calculate the optim um solution under the least mean 
square criterion. Furthermore we introduced a series decision rule for deciding the most appropriate labels from the LMS 
estimation results. In order to evaluate the proposed methods, we conducted a confirmation e xperiment using labeled news data 
from Asahi Shimbun. The results of our experiment show that we achieved remarkable improvements comparing with 
conventional method. 
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 はじめに  
 

近年の高度情報化社会の発展に伴い，過去の時代で

は考えられないほど膨大な情報がインターネットを

経由して流通している．これらの情報の多くは個人の

ブログやソーシャルネットワークサービス（SNS）か

らも発信されている文書情報で，最初からきちんと分

類はされていないものがほとんどである．ユーザーに

良質を情報サービス提供するために，このような一次

的な情報について分類やタグ付けなどを行って整理

加工する必要がある．もちろん，情報の量から見ると，

人手による作業は現実的に不可能で，コンピュータシ

ステムによる自動作業が求められている．  
大量なデータを自動的に分類するには，機械学習分

野の分類（ classification）に基づく手法がしばしば用い

られる 1)．この手法では，与えられたラベル付き訓練

データから自動的に学習して，未知の文書に付与する

ラベルを決めるように行っている．ここで言うラベル

に関して，従来的には互いに独立したもので，それぞ

れの文書には訓練データから集めたラベル集合の要

素の一つが付与される．つまり，従来の手法は一つ文

書に一つラベルしか付与されないものである．しかし，

実際には，情報の多面性から，一つ文書に対して，単

一ラベルで十分なものが少ない，むしろ複数ラベルを

付けるべきものが多い．例えば，「国会で政府提案の

景気対策を議論」のようなニュースは政治ラベルと経
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付けされた少量のラベルつきTweetを訓練データとし

て用い，Labeled-LDA法によってトピックと局面の関

連度を算出する．局面毎に設定した閾値を越えた関連

度を持つトピックと局面の対応関係を構築する．そし

て，第3段階で入力された未知のTweetから単語を抽出

して，第1段階で得られたトピック中の各単語の生起

確率と第2段階であられたトピックと局面の関連度を

用いて，局面ごとにスコアを算出する．そして所定の

閾値を超えたスコアを持つ局面をTweetに対して付与

することによって，マルチラベル分類を実現している． 
 

新聞記事の自動分類に関する研究

新聞記事の自動分類に関する早期の研究としては，

森本らによる「新聞記事自動分類システムの構築の検

討と評価」10)の報告がある．この研究では，1990 年代

日立製作所において開発されたテキスト分類支援ツ

ール FLUTE を新聞記事に適用し，新聞記事自動分類

システムの構築を検討した．検証実験として，新聞記

事 1 年分を用いて，22 の大分類カテゴリに自動分類

する実験を行った．また，村上らによる「新聞記事を

対象にした，検索，分類，複数文書要約システム ELIOT
システム」11)の報告がある．この研究では，文書を単

語の TF・IDF のベクトル空間のベクトルとして表し，

文書の間の類似度に基づきクラスタリングを行った

ものである．オンライン新聞記事検索システムに投入

されたキーワードに関する検索結果の記事を複数の

グループに分けて表示して，グループ内の複数の文書

から一つ要約を作成する機能を実現している．  

 提案手法  
 

基本的な考え方

kNN に基づく処理手法は，怠惰学習に属する手法で，

ラベルを付与したいインスタンスが到着してから，初

めて訓練データセットの各インスタンスとの間の距

離が計算される．大きな訓練用データセットになると

大変時間が掛かりものである．このような考察に基づ

き，我々はテキスト文書のマルチラベル分類問題の実

現手法として 2 段階構成法を提案する．第 1 段階でト

ピックモデルを用いて，文書のトピック分布を求める．

第 2 段階では，文書のトピック分布からその文書に付

与するラベルを推測する．以下の提案手法の処理手順

について説明する．  
（ ）予備処理の段階として，教師なし学習のトピッ

クモデルを導入する．これにより，各文書に関するト

ピックの分布が得られることのほかに，トピックモデ

ルによって，従来の特徴量のベクトル空間を，単語空

間（数万語）からトピック空間（数十から百）となる

ので，大きく次元を削減することができる．

（ ）理想条件の下では，トピックモデルの各トピッ

クの間では独立となるから，各トピックを軸とする線

形空間が形成できると考える．そして，文書のラベル

をこのトピック空間にあるベクトルとして考えるこ

とができる．このような理解に基づき，我々はラベル

をトピックの線形結合として表すことができると仮

定する．その上で，最小平均自乗推定を用いて，この

線形結合の重み行列の最適解を求めることができる．

（ ）さらに， で得られた重み行列を用いて，与え

られた文書のラベルの出現確率を計算し，最後に一定

のルールに従って，当該文書に付与するラベルを決定

する．ここでいうルールでは，訓練データセットにあ

る文書に付随するラベル数の平均値と標準偏差，およ

び当該文書の各ラベルの出現確率の最大値，平均値と

標準偏差のような統計情報を用いて表している．

ラベル確率ベクトルの最適解

トピックモデルはテキスト文書の確率的生成モデ

ルである．最も利用されるトピックもモデルの実現法

は Blei 氏によって提案された LDA 法 である．LDA
法のグラフィカルモデル表現は Fig.1 に示してある．  
 

Fig. 1 Graphical model representation of LDA
 
ここでは，𝜽𝜽は文書のトピック分布を表すもので，φは

トピックの単語分布である．αは𝜽𝜽を生成するためのハ

イパーパラメータで，βは𝝋𝝋を生成するためのハイパー

パラメータである．また，z はトピックマトリクスで，

w はトピックごと単語ごとの単語数である．LDA 法を

処理した結果の中からトピックの結果より，トピック

分布を以下のようにベクトル形式表される．  

𝜽𝜽𝑑𝑑 = (
𝜃𝜃𝑑𝑑1
𝜃𝜃𝑑𝑑2

⋮
𝜃𝜃𝑑𝑑𝑑𝑑

)  (𝑑𝑑 = 1,2, … , 𝑀𝑀) (1) 

ここで M は文書数を表し，K はトピック数を表す．

前述のトピック分布からラベル確率の間の関係を下

式のように表される．  

�̂�𝑳𝑑𝑑 = 𝑾𝑾𝜽𝜽𝑑𝑑  (𝑑𝑑 = 1,2, … , 𝑀𝑀) (2) 

ただし，ラベル確率ベクトル  �̂�𝑳𝒅𝒅 と重み行列𝑾𝑾は以下

に示したものである．  

�̂�𝑳𝒅𝒅 = (
𝑝𝑝𝑑𝑑1
𝑝𝑝𝑑𝑑2

⋮
𝑝𝑝𝑑𝑑𝑑𝑑

)  (𝑑𝑑 = 1,2, … , 𝑀𝑀) (3) 

𝑾𝑾 = (
𝑤𝑤11 𝑤𝑤12
𝑤𝑤21 𝑤𝑤22

…
…

𝑤𝑤1𝑑𝑑
𝑤𝑤2𝑑𝑑

⋮ ⋮ ⋱ ⋮
𝑤𝑤𝑑𝑑1 𝑤𝑤𝑑𝑑2 ⋯ 𝑤𝑤𝑑𝑑𝑑𝑑

) (4) 

ここで L はラベルの数である．この重み行列を決定す
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済ラベルの両方が付けられる．「芸能人の○○が××

マラソン大会で転倒」のようなツイートについて，芸

能ラベル，スポーツラベル，速報ラベルが付けられる．

またタグとしては，＃○○や＃××マラソンが考えら

れる．また，特別なケースとして，文書に特徴がない

ためラベルが付与されない場合もある．このように，

文書データの整理加工をするために，ラベル数を固定

しないマルチラベル分類器の実現が求められている． 
マルチラベル分類問題について，近年多くの研究者

から注目と関心が寄せられ，活発に研究されている．

マルチラベル分類問題に直接的に取り組むアルゴリ

ズムはいくつか提案されている．1999 年に McCallum
らによってマルチラベルテキスト分類に取り組むた

めに，Mixture Model2)が提案された．その発展として，

2003 年に Ueda らによる Paramatric Mixture Model が

提案された 3)．2000 年に Scapire と Singer によって提

案された BoosTexter と呼ばれる手法 4)，および 2001
年に Elisseeff と Weston によって導入された SVM に

基づくランキングアルゴリズム 5)がある．さらにシン

グルラベル分類問題の k 近傍法（ kNN: k Nearest 
Neighbors）の拡張として 2006 年に Zhang らによって

MLKNN6)が提案された．その後，2011 年に Wei らに

よって NaiveBayes 法を拡張したアルゴリズム 7)が提

案された．2012 年に Chiang らによってランキングベ

ースの kNN アルゴリズム 8)が提案された．早期の研

究では，比較的小規模の非テキストデータセットを処

理の対象として用いられているため，対応するラベル

の数は比較的に少ない．確率的生成モデルを用いたア

プローチでは，EM アルゴリズムに基づく計算手法が

いくつか提案されたが，直接的に推定されるべきパラ

メータが多いため，十分な精度に達するには困難であ

る．また，kNN 法のような怠惰学習（ lazy learning）に

属する手法では，すべての計算がインスタンスを分類

するまでに行われないものである．訓練用事例が多く

なると，一つインスタンスが与えられたら，毎回すべ

ての訓練事例との距離を計算するので，大変計算時間

の掛かる手法で，テキスト文書の分類には不向きであ

る．  
本研究では，トピックモデルと最小平均自乗推定と

の結合により，マルチラベル分類の手法を提案する．

この手法では，まず大量な文書をまとめて，トピック

モデルの LDA(Latent Dirichlet Allocation)法によって

準備処理を行う．この準備処理によって，各文書のト

ピック分布が得られる．そして，このトピック分布か

ら，訓練データのラベルセットにより，最小平均自乗

推定を行い，分類器の構築を行う．従来の各手法と比

較して，提案手法は以下のような優位性があると考え

る．第 1 には，提案手法では訓練データから学習して

事前準備することができるようになるため，MLKNN
のような怠惰学習手法と比べて，個別インスタンスの

ラベルの算出は非常に高速にできる．第 2 には，ベイ

ズの定理に基づく手法では，ラベル間の独立であると

の仮定が必要である．提案手法では最小平均自乗推定

を用いることによって，この仮定を回避することがで

きるようになり，新聞記事のトピックや Twitter のタ

グのような現実社会で使われているものをラベルと

して用いることができる．第 3 には，トピックモデル

を事前処理に用いることで，テキスト文書にある潜在

的な重要な要素（トピック）を自動的に抽出すること

ができると同時に文書を表すデータを単語の次元か

らトピックの次元に大幅に低次元することができる．

これによって，インスタンスのマルチラベルラベル推

定時の計算時間の低減と計算精度の向上に貢献でき

る．  
本論文は以下のように構成される．第 2 章では，マ

ルチラベル分類，トピックモデルを用いたマルチラベ

ル分類と新聞記事の自動分類の多方面から既存研究

を確認する．第 3 章では，本研究の基本的な考えと処

理手順を示し，各処理段階の実現手法について説明す

る．第 4 章では，第 3 章で説明した提案手法の検証実

験を行い，実験の結果を報告するとともに，その考察

を行う．最後に，第 5 章では，本研究で得られた結論

をまとめ，近いうちに行うべき研究作業を示す．  

 関連研究  
 

マルチラベル分類に関する研究

まずは，Zhang らによって提案された MLKNN 法

について紹介する．この手法はラベル別に学習により

2 分類の分類器を構築するものである．従来シングル

ラベル分類問題の k 近傍法（kNN: k Nearest Neighbors）
をマルチラベル分類問題に拡張したものである．その

処理手順は以下のようなものである．未知のインスタ

ンスに対して，まずは，訓練データセットからそのイ

ンスタンスの k 個の近傍インスタンスを見つけ出す．

そして，これらの近傍インスタンスから各クラスに属

するインスタンスの数をもとに，条件確率を算出する．

さらにベイズの定理により各クラスに関する事後確

率を算出し，最大事後確率（MAP）の法則に基づき，

そのインスタンスのラベルを決定する．この論文では，

3 つのマルチラベル分類問題データセット，すなわち

Yeast データセット，Scene データセットおよび Yahoo
データセットに対して，検証実験を行い，提案手法の

方がいくつか定評のある手法よりも優れた性能があ

ることを確認した．前述のように，この手法は怠惰学

習に属するもので，計算のために時間が掛かるので，

主に比較的小規模データセットに用いられる．  

トピックモデルを用いたマルチラベル分類に関

する研究

トピックモデルでは，文書は複数のトピックからそ

れぞれ一定の割合から合成されるものとして考える．

トピックモデルを用いた文書をマルチラベルに分類

する研究として，山本らによる「実生活Tweet+1に対す

る局面の階層的推定法」 9)が報告されている．この研

究では，第1段階で大量のTweet+1からLDAを用いてト

ピックを抽出した．第2段階で手作業によってラベル

 ここの Tweet は Twitter における投稿を表す言葉である． 

 

トピックモデルを用いたマルチラベル分類に関

する研究
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付けされた少量のラベルつきTweetを訓練データとし

て用い，Labeled-LDA法によってトピックと局面の関

連度を算出する．局面毎に設定した閾値を越えた関連

度を持つトピックと局面の対応関係を構築する．そし

て，第3段階で入力された未知のTweetから単語を抽出

して，第1段階で得られたトピック中の各単語の生起

確率と第2段階であられたトピックと局面の関連度を

用いて，局面ごとにスコアを算出する．そして所定の

閾値を超えたスコアを持つ局面をTweetに対して付与

することによって，マルチラベル分類を実現している． 
 

新聞記事の自動分類に関する研究

新聞記事の自動分類に関する早期の研究としては，

森本らによる「新聞記事自動分類システムの構築の検

討と評価」10)の報告がある．この研究では，1990 年代

日立製作所において開発されたテキスト分類支援ツ

ール FLUTE を新聞記事に適用し，新聞記事自動分類

システムの構築を検討した．検証実験として，新聞記

事 1 年分を用いて，22 の大分類カテゴリに自動分類

する実験を行った．また，村上らによる「新聞記事を

対象にした，検索，分類，複数文書要約システム ELIOT
システム」11)の報告がある．この研究では，文書を単

語の TF・IDF のベクトル空間のベクトルとして表し，

文書の間の類似度に基づきクラスタリングを行った

ものである．オンライン新聞記事検索システムに投入

されたキーワードに関する検索結果の記事を複数の

グループに分けて表示して，グループ内の複数の文書

から一つ要約を作成する機能を実現している．  

 提案手法  
 

基本的な考え方

kNN に基づく処理手法は，怠惰学習に属する手法で，

ラベルを付与したいインスタンスが到着してから，初

めて訓練データセットの各インスタンスとの間の距

離が計算される．大きな訓練用データセットになると

大変時間が掛かりものである．このような考察に基づ

き，我々はテキスト文書のマルチラベル分類問題の実

現手法として 2 段階構成法を提案する．第 1 段階でト

ピックモデルを用いて，文書のトピック分布を求める．

第 2 段階では，文書のトピック分布からその文書に付

与するラベルを推測する．以下の提案手法の処理手順

について説明する．  
（ ）予備処理の段階として，教師なし学習のトピッ

クモデルを導入する．これにより，各文書に関するト

ピックの分布が得られることのほかに，トピックモデ

ルによって，従来の特徴量のベクトル空間を，単語空

間（数万語）からトピック空間（数十から百）となる

ので，大きく次元を削減することができる．

（ ）理想条件の下では，トピックモデルの各トピッ

クの間では独立となるから，各トピックを軸とする線

形空間が形成できると考える．そして，文書のラベル

をこのトピック空間にあるベクトルとして考えるこ

とができる．このような理解に基づき，我々はラベル

をトピックの線形結合として表すことができると仮

定する．その上で，最小平均自乗推定を用いて，この

線形結合の重み行列の最適解を求めることができる．

（ ）さらに， で得られた重み行列を用いて，与え

られた文書のラベルの出現確率を計算し，最後に一定

のルールに従って，当該文書に付与するラベルを決定

する．ここでいうルールでは，訓練データセットにあ

る文書に付随するラベル数の平均値と標準偏差，およ

び当該文書の各ラベルの出現確率の最大値，平均値と

標準偏差のような統計情報を用いて表している．

ラベル確率ベクトルの最適解

トピックモデルはテキスト文書の確率的生成モデ

ルである．最も利用されるトピックもモデルの実現法

は Blei 氏によって提案された LDA 法 である．LDA
法のグラフィカルモデル表現は Fig.1 に示してある．  
 

Fig. 1 Graphical model representation of LDA
 
ここでは，𝜽𝜽は文書のトピック分布を表すもので，φは

トピックの単語分布である．αは𝜽𝜽を生成するためのハ

イパーパラメータで，βは𝝋𝝋を生成するためのハイパー

パラメータである．また，z はトピックマトリクスで，

w はトピックごと単語ごとの単語数である．LDA 法を

処理した結果の中からトピックの結果より，トピック

分布を以下のようにベクトル形式表される．  

𝜽𝜽𝑑𝑑 = (
𝜃𝜃𝑑𝑑1
𝜃𝜃𝑑𝑑2

⋮
𝜃𝜃𝑑𝑑𝑑𝑑

)  (𝑑𝑑 = 1,2, … , 𝑀𝑀) (1) 

ここで M は文書数を表し，K はトピック数を表す．

前述のトピック分布からラベル確率の間の関係を下

式のように表される．  

�̂�𝑳𝑑𝑑 = 𝑾𝑾𝜽𝜽𝑑𝑑  (𝑑𝑑 = 1,2, … , 𝑀𝑀) (2) 

ただし，ラベル確率ベクトル  �̂�𝑳𝒅𝒅 と重み行列𝑾𝑾は以下

に示したものである．  

�̂�𝑳𝒅𝒅 = (
𝑝𝑝𝑑𝑑1
𝑝𝑝𝑑𝑑2

⋮
𝑝𝑝𝑑𝑑𝑑𝑑

)  (𝑑𝑑 = 1,2, … , 𝑀𝑀) (3) 

𝑾𝑾 = (
𝑤𝑤11 𝑤𝑤12
𝑤𝑤21 𝑤𝑤22

…
…

𝑤𝑤1𝑑𝑑
𝑤𝑤2𝑑𝑑

⋮ ⋮ ⋱ ⋮
𝑤𝑤𝑑𝑑1 𝑤𝑤𝑑𝑑2 ⋯ 𝑤𝑤𝑑𝑑𝑑𝑑

) (4) 

ここで L はラベルの数である．この重み行列を決定す
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済ラベルの両方が付けられる．「芸能人の○○が××

マラソン大会で転倒」のようなツイートについて，芸

能ラベル，スポーツラベル，速報ラベルが付けられる．

またタグとしては，＃○○や＃××マラソンが考えら

れる．また，特別なケースとして，文書に特徴がない

ためラベルが付与されない場合もある．このように，

文書データの整理加工をするために，ラベル数を固定

しないマルチラベル分類器の実現が求められている． 
マルチラベル分類問題について，近年多くの研究者

から注目と関心が寄せられ，活発に研究されている．

マルチラベル分類問題に直接的に取り組むアルゴリ

ズムはいくつか提案されている．1999 年に McCallum
らによってマルチラベルテキスト分類に取り組むた

めに，Mixture Model2)が提案された．その発展として，

2003 年に Ueda らによる Paramatric Mixture Model が

提案された 3)．2000 年に Scapire と Singer によって提

案された BoosTexter と呼ばれる手法 4)，および 2001
年に Elisseeff と Weston によって導入された SVM に

基づくランキングアルゴリズム 5)がある．さらにシン

グルラベル分類問題の k 近傍法（ kNN: k Nearest 
Neighbors）の拡張として 2006 年に Zhang らによって

MLKNN6)が提案された．その後，2011 年に Wei らに

よって NaiveBayes 法を拡張したアルゴリズム 7)が提

案された．2012 年に Chiang らによってランキングベ

ースの kNN アルゴリズム 8)が提案された．早期の研

究では，比較的小規模の非テキストデータセットを処

理の対象として用いられているため，対応するラベル

の数は比較的に少ない．確率的生成モデルを用いたア

プローチでは，EM アルゴリズムに基づく計算手法が

いくつか提案されたが，直接的に推定されるべきパラ

メータが多いため，十分な精度に達するには困難であ

る．また，kNN 法のような怠惰学習（ lazy learning）に

属する手法では，すべての計算がインスタンスを分類

するまでに行われないものである．訓練用事例が多く

なると，一つインスタンスが与えられたら，毎回すべ

ての訓練事例との距離を計算するので，大変計算時間

の掛かる手法で，テキスト文書の分類には不向きであ

る．  
本研究では，トピックモデルと最小平均自乗推定と

の結合により，マルチラベル分類の手法を提案する．

この手法では，まず大量な文書をまとめて，トピック

モデルの LDA(Latent Dirichlet Allocation)法によって

準備処理を行う．この準備処理によって，各文書のト

ピック分布が得られる．そして，このトピック分布か

ら，訓練データのラベルセットにより，最小平均自乗

推定を行い，分類器の構築を行う．従来の各手法と比

較して，提案手法は以下のような優位性があると考え

る．第 1 には，提案手法では訓練データから学習して

事前準備することができるようになるため，MLKNN
のような怠惰学習手法と比べて，個別インスタンスの

ラベルの算出は非常に高速にできる．第 2 には，ベイ

ズの定理に基づく手法では，ラベル間の独立であると

の仮定が必要である．提案手法では最小平均自乗推定

を用いることによって，この仮定を回避することがで

きるようになり，新聞記事のトピックや Twitter のタ

グのような現実社会で使われているものをラベルと

して用いることができる．第 3 には，トピックモデル

を事前処理に用いることで，テキスト文書にある潜在

的な重要な要素（トピック）を自動的に抽出すること

ができると同時に文書を表すデータを単語の次元か

らトピックの次元に大幅に低次元することができる．

これによって，インスタンスのマルチラベルラベル推

定時の計算時間の低減と計算精度の向上に貢献でき

る．  
本論文は以下のように構成される．第 2 章では，マ

ルチラベル分類，トピックモデルを用いたマルチラベ

ル分類と新聞記事の自動分類の多方面から既存研究

を確認する．第 3 章では，本研究の基本的な考えと処

理手順を示し，各処理段階の実現手法について説明す

る．第 4 章では，第 3 章で説明した提案手法の検証実

験を行い，実験の結果を報告するとともに，その考察

を行う．最後に，第 5 章では，本研究で得られた結論

をまとめ，近いうちに行うべき研究作業を示す．  

 関連研究  
 

マルチラベル分類に関する研究

まずは，Zhang らによって提案された MLKNN 法

について紹介する．この手法はラベル別に学習により

2 分類の分類器を構築するものである．従来シングル

ラベル分類問題の k 近傍法（kNN: k Nearest Neighbors）
をマルチラベル分類問題に拡張したものである．その

処理手順は以下のようなものである．未知のインスタ

ンスに対して，まずは，訓練データセットからそのイ

ンスタンスの k 個の近傍インスタンスを見つけ出す．

そして，これらの近傍インスタンスから各クラスに属

するインスタンスの数をもとに，条件確率を算出する．

さらにベイズの定理により各クラスに関する事後確

率を算出し，最大事後確率（MAP）の法則に基づき，

そのインスタンスのラベルを決定する．この論文では，

3 つのマルチラベル分類問題データセット，すなわち

Yeast データセット，Scene データセットおよび Yahoo
データセットに対して，検証実験を行い，提案手法の

方がいくつか定評のある手法よりも優れた性能があ

ることを確認した．前述のように，この手法は怠惰学

習に属するもので，計算のために時間が掛かるので，

主に比較的小規模データセットに用いられる．  

トピックモデルを用いたマルチラベル分類に関

する研究

トピックモデルでは，文書は複数のトピックからそ

れぞれ一定の割合から合成されるものとして考える．

トピックモデルを用いた文書をマルチラベルに分類

する研究として，山本らによる「実生活Tweet+1に対す

る局面の階層的推定法」 9)が報告されている．この研

究では，第1段階で大量のTweet+1からLDAを用いてト

ピックを抽出した．第2段階で手作業によってラベル

 ここの Tweet は Twitter における投稿を表す言葉である． 

－ 17－

藤野　巖・池田　悟・山本　宙
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指標として，精度 (Precision)13)，再現率 (Recall)13)

と F 値 (F-measure)を以下のように定義する．  

精度 = 1
𝑇𝑇∑

|𝑌𝑌(𝑥𝑥𝑖𝑖) ∩ 𝑍𝑍(𝑥𝑥𝑖𝑖)|
|𝑍𝑍(𝑥𝑥𝑖𝑖)|

𝑇𝑇

𝑖𝑖=1
 (15) 

再現率 = 1
𝑇𝑇∑

|𝑌𝑌(𝑥𝑥𝑖𝑖) ∩ 𝑍𝑍(𝑥𝑥𝑖𝑖)|
|𝑌𝑌(𝑥𝑥𝑖𝑖)|

𝑇𝑇

𝑖𝑖=1
 (16) 

F = 2 ×精度 ×再現率

精度 +再現率
 (17) 

ここで精度を計算するために，最低一つ推定ラベ

ルが必要で，再現率を計算するために，最低一つ

正解ラベルが必要である．つまり，F値を評価指標

として用いる場合は，最低でも一つの推定ラベル

と一つの正解ラベルが必要である．  
(2) 分類器の結果はブール値のラベルベクトルで表

される場合，特徴量𝑥𝑥𝑖𝑖に対して，その正解ラベル

ベクトルが 𝑦𝑦(𝑥𝑥𝑖𝑖)で与えられ，分類器の推定結果

ラベルベクトル𝑧𝑧(𝑥𝑥𝑖𝑖)で与えられるものとする．そ

の分類器ℎの性能を評価する指標として，文書あ

たりの不正解ラベル数のラベル総数に対する割

合をHammingLossと呼ぶ．その定義式を以下に示

す 13)．  

𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻(ℎ) = 1
𝑇𝑇∑

1
𝐻𝐻

𝑇𝑇

𝑖𝑖=1
|𝑦𝑦(𝑥𝑥𝑖𝑖)∆𝑧𝑧(𝑥𝑥𝑖𝑖)| (18) 

(3) 分類器の結果をあるスコアのランキングに基づ

き決定される場合はランキングベース分類器と

いう．この分類器を評価するために，OneError指
標を用いる．OneError指標は文書あたりの分類器

の推定結果のトップにあるラベルが正解ラベル

集合に存在しない回数である．その定義式を以

下に示す 13)．  

𝑂𝑂𝐻𝐻𝑂𝑂𝑂𝑂𝑂𝑂𝑂𝑂𝐻𝐻𝑂𝑂(𝑓𝑓) = 1
𝑇𝑇∑𝐼𝐼

𝑇𝑇

𝑖𝑖=1
(𝐻𝐻𝑂𝑂𝐻𝐻𝐻𝐻𝐻𝐻𝑥𝑥𝑙𝑙∋𝐿𝐿𝑓𝑓(𝑥𝑥𝑖𝑖, 𝑙𝑙) ∉ 𝑌𝑌(𝑥𝑥𝑖𝑖)) (19) 

データの概要

本研究では，「朝日新聞記事データ（学術・研究用）

2013 年」を用いて検証実験を行った．この新聞記事デ

ータは，新聞記事の見出しや本文だけでなく，Table4
に示すように，「掲載年月日」，「刊種」，「紙誌」，「面

名」，「本紙・地方面」，「記事分類」，「文字数」，「見出

し」と「本文」の 9 項目からなるフォーマットで記事

のデータを記録している．つまり記事分類データは本

文ごとに付与されており，これにより研究で行った分

類の結果と実際の分類がどれだけ合っているか，検証，

評価することができる．  
検証実験を行うため，「文書」と「ラベル」のペアか

らなるデータセットを用意する必要がある．今回では，

上記の朝日新聞データセットの「本文」項目の内容を

「文書」とし，「記事分類」項目の内容の中，Table5 に

示した記事テーマ分類表の小分類に該当するものを

「ラベル」として用いる．検証実験の事前準備のため

に，全記事データにおける上記小分類の出現回数と文

書ごとに付与されるラベルの数の出現頻度について

調べ，その結果を Fig.2 と Fig.3 に示す．  

 
Fig. 2 Bar-chart of appearances of labels  

 
Fig. 3 The distribution of the number of labels in 

document 
 

実験用データセット

前述の「朝日新聞記事データ（学術・研究用）2013
年」から記事全体におけるラベルの最小出現回数を

1500 回以上，800 回以上，400 回以上と 100 回以上別

に，ラベルが一つ以上のテーマが付与された記事デー

タから「本文」項目と「記事分類」項目を抽出してデ

ータセットを作成した．得られたデータをランダムに

順番付けしてから訓練データ 90%，テストデータ 10%
の割合で訓練データセットとテストデータセットを

作成した．各データセットの概要を Table6 に示す．  
 

 実験結果  
 トピック数をパラメータとする実験  

前述の各データセットを用いて，提案手法について

検証実験を行った．検証実験では，各データセットに

ついて，LDA 法のトピック数を 10，30，50，70，90
と設定して，提案手法によりマルチラベル分類を行っ

て，得られた推定ラベルの結果から精度，再現率，F
値，HammingLoss と OneError を算出した．実験の結

果の数値を Table7～Table9 にまとめており，それぞれ
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るために，最小平均自乗の基準に従った，以下のよう

に評価関数を定義する．  

𝐽𝐽 = E [∑ 𝑒𝑒𝑛𝑛2
𝐿𝐿

𝑛𝑛=1
] = 𝐸𝐸[𝒆𝒆𝑇𝑇𝒆𝒆] (5) 

ここで  𝒆𝒆 = 𝑳𝑳𝑑𝑑 − �̂�𝑳𝑑𝑑 はラベル確率の正解値ベクトル𝑳𝑳𝑑𝑑
と推定値ベクトル �̂�𝑳𝑑𝑑との差である．この式に対して行

列の代数演算を行い，以下のように変形することがで

きる．  

𝐽𝐽 = 𝐸𝐸[𝑳𝑳𝑑𝑑
𝑇𝑇𝑳𝑳𝒅𝒅] − 2𝐸𝐸[𝑳𝑳𝑑𝑑

𝑇𝑇𝑾𝑾𝜽𝜽𝑑𝑑] + 𝐸𝐸[𝜽𝜽𝑑𝑑
𝑇𝑇𝑾𝑾𝑻𝑻𝑾𝑾𝜽𝜽𝑑𝑑] (6) 

さらに，この式を重み行列𝑾𝑾に対して微分すれば，以

下のような式が得られる．  

𝝏𝝏𝐽𝐽
𝝏𝝏𝑾𝑾 = −2𝐸𝐸[𝑳𝑳𝑑𝑑𝜽𝜽𝑑𝑑

𝑇𝑇] + 2𝑾𝑾𝐸𝐸[𝜽𝜽𝑑𝑑𝜽𝜽𝑑𝑑
𝑇𝑇]

= −2𝑅𝑅𝐿𝐿𝐿𝐿 + 2𝑾𝑾𝑅𝑅𝐿𝐿𝐿𝐿 
(7) 

そして
𝝏𝝏𝐽𝐽

𝝏𝝏𝑾𝑾 = 0とおいて重み行列𝑾𝑾について解くと，下

記のように重み行列の最適値𝑾𝑾∗が得られる．  

𝑾𝑾∗ = 𝑅𝑅𝐿𝐿𝐿𝐿𝑅𝑅𝐿𝐿𝐿𝐿
−1 (8) 

最後に，この最適な重み行列は時間によって変化しな

いと仮定するもとで，与えられた文書のトピック分布

から以下のように当該文書のラベル確率ベクトルを

求めることができる．  

�̂�𝑳𝑡𝑡 = 𝑅𝑅𝐿𝐿𝐿𝐿𝑅𝑅𝐿𝐿𝐿𝐿
−1𝜽𝜽𝑡𝑡 (9) 

評価関数の微分計算時に行要素の合計値=1 のような

確率にするための制約条件は付けていないが，(9)の計

算のあとに， �̂�𝑳𝑡𝑡の各行について，各要素をその行の合

計値で割り算することで，行要素の合計値が１となる

ように処理行う．

ラベル決定のルール

2 分類の場合は，ラベル 𝑙𝑙の有無の決定は以下のルー

ルに従って行われる．  

𝑦𝑦𝑙𝑙 = { 𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑝𝑝(𝑙𝑙 = 1|𝑫𝑫) > 𝑝𝑝(𝑙𝑙 = 0|𝑫𝑫)
𝐹𝐹𝐹𝐹𝑙𝑙𝐹𝐹𝑒𝑒 𝑜𝑜𝑜𝑜ℎ𝑒𝑒𝑇𝑇𝑒𝑒𝑒𝑒𝐹𝐹𝑒𝑒  (10) 

このルールを用いると，すべてのラベルの決定結果は

ゼロとなる場合がある．しかしながら，実際問題では

よく最低でも一つラベルが付与される前提がよくあ

る．このような問題に取り組むために，ラベル確率ベ

クトルの平均値を閾値とし，その閾値を超えたラベル

が付与されるようなルールが報告されている 7)．我々

はこのルールを拡張してより正確なルールを提案す

る．推定ラベル確率ベクトル �̂�𝑳𝑡𝑡からその要素について

降順並べ替えを行い，以下のように表せる．  

𝑝𝑝𝑙𝑙1 > 𝑝𝑝𝑙𝑙2 > ⋯ > 𝑝𝑝𝑙𝑙𝑓𝑓 > ⋯ > 𝑝𝑝𝑙𝑙𝐿𝐿 

もし以下の条件が成り立つならば，1 番目ラベル 𝑙𝑙1か

らを f 番目ラベル 𝑙𝑙𝑓𝑓を当該文書の付与すべきラベルと

する．  

(1) 訓練セットを用いてラベル数の平均値 𝜇𝜇𝑡𝑡と標準

偏差𝜎𝜎𝑡𝑡を算出する．この時，テストインスタンス

の推定ラベルの最大番号 fは下式に基づいて決定

される．  

𝑓𝑓 ≤ 𝑒𝑒𝑖𝑖𝑜𝑜(𝜇𝜇𝑡𝑡 + 3𝜎𝜎𝑡𝑡) (11) 

(2) 当該文書のラベル確率 �̂�𝑳𝑡𝑡の要素の最大値を ρ と
し，平均値をμとし，標準偏差をσとする．この時，

各ラベルについて下式に基づきラベルが決定さ

れる．  

𝑦𝑦𝑙𝑙𝑖𝑖 = { 𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑝𝑝𝑙𝑙𝑖𝑖 > max(𝜌𝜌 − 𝜆𝜆𝜇𝜇𝑡𝑡𝜎𝜎, μ)
𝐹𝐹𝐹𝐹𝑙𝑙𝐹𝐹𝑒𝑒 𝑜𝑜𝑜𝑜ℎ𝑒𝑒𝑇𝑇𝑒𝑒𝑒𝑒𝐹𝐹𝑒𝑒

 (12) 

上式においてλは正解ラベルの範囲を調整する

ためのパラメータである．また，ここに訓練セ

ットから得られたラベル数の平均値𝜇𝜇𝑡𝑡を導入す

ることによって，訓練セットから得られたラベ

ル数の平均値の情報を用いることができ，自動

的に個別インスタンスのラベル確率の範囲を調

整することができるようになる．

 検証実験  
 

本研究で提案した手法の有効性を検証するために，

新聞記事を用いた検証実験を行った．本章では，検証

実験に用いた各種評価指標，検証実験に用いたデータ

の概要，システムのセットアップおよび実験結果を示

し，その結果について考察する．  
 

データセットのマルチラベル度合いを示す指標

以下の記述において，データセットを𝐷𝐷(𝑥𝑥𝑖𝑖, 𝑌𝑌(𝑥𝑥𝑖𝑖) ) と
表すものとする．ここでは， 𝑥𝑥𝑖𝑖 は特徴量を表す，𝑌𝑌(𝑥𝑥𝑖𝑖)
は特徴量𝑥𝑥𝑖𝑖に対応する正解ラベル集合を表す．さらに

T は文書数，L はラベル数を表す．データセットのマ

ルチラベル度合いを示す指標として，以下のように

LC と LD を定義する．  
(1) LC(Label Cardinality): LCは文書あたりのラベル数

を表す評価指標である．その定義式を以下に示す
13)．   

𝐿𝐿𝐿𝐿 = 1
𝑇𝑇 ∑|𝑌𝑌(𝑥𝑥𝑖𝑖)|

𝑇𝑇

𝑖𝑖=1
 (13) 

(2) LD(Label Density): LDは文書あたりの正解ラベル

数のラベル数に対する割合を表す評価指標であ

る．その定義式を以下に示す 13)．  

𝐿𝐿𝐷𝐷 = 1
𝑇𝑇 ∑

|𝑌𝑌(𝑥𝑥𝑖𝑖)|
𝐿𝐿

𝑇𝑇

𝑖𝑖=1
 (14) 

 
分類器の性能評価指標

(1) 分類器の結果はラベルの集合で表される場合，特

徴量𝑥𝑥𝑖𝑖に対して，その正解ラベル集合が𝑌𝑌(𝑥𝑥𝑖𝑖)で与

えられ，分類器の推定結果ラベル集合が𝑍𝑍(𝑥𝑥𝑖𝑖)与え

られるものとする．その分類器の性能を評価する
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指標として，精度 (Precision)13)，再現率 (Recall)13)

と F 値 (F-measure)を以下のように定義する．  

精度 = 1
𝑇𝑇∑

|𝑌𝑌(𝑥𝑥𝑖𝑖) ∩ 𝑍𝑍(𝑥𝑥𝑖𝑖)|
|𝑍𝑍(𝑥𝑥𝑖𝑖)|

𝑇𝑇

𝑖𝑖=1
 (15) 

再現率 = 1
𝑇𝑇∑

|𝑌𝑌(𝑥𝑥𝑖𝑖) ∩ 𝑍𝑍(𝑥𝑥𝑖𝑖)|
|𝑌𝑌(𝑥𝑥𝑖𝑖)|

𝑇𝑇

𝑖𝑖=1
 (16) 

F = 2 ×精度 ×再現率

精度 +再現率
 (17) 

ここで精度を計算するために，最低一つ推定ラベ

ルが必要で，再現率を計算するために，最低一つ

正解ラベルが必要である．つまり，F値を評価指標

として用いる場合は，最低でも一つの推定ラベル

と一つの正解ラベルが必要である．  
(2) 分類器の結果はブール値のラベルベクトルで表

される場合，特徴量𝑥𝑥𝑖𝑖に対して，その正解ラベル

ベクトルが 𝑦𝑦(𝑥𝑥𝑖𝑖)で与えられ，分類器の推定結果

ラベルベクトル𝑧𝑧(𝑥𝑥𝑖𝑖)で与えられるものとする．そ

の分類器ℎの性能を評価する指標として，文書あ

たりの不正解ラベル数のラベル総数に対する割

合をHammingLossと呼ぶ．その定義式を以下に示

す 13)．  

𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻𝐻(ℎ) = 1
𝑇𝑇∑

1
𝐻𝐻

𝑇𝑇

𝑖𝑖=1
|𝑦𝑦(𝑥𝑥𝑖𝑖)∆𝑧𝑧(𝑥𝑥𝑖𝑖)| (18) 

(3) 分類器の結果をあるスコアのランキングに基づ

き決定される場合はランキングベース分類器と

いう．この分類器を評価するために，OneError指
標を用いる．OneError指標は文書あたりの分類器

の推定結果のトップにあるラベルが正解ラベル

集合に存在しない回数である．その定義式を以

下に示す 13)．  

𝑂𝑂𝐻𝐻𝑂𝑂𝑂𝑂𝑂𝑂𝑂𝑂𝐻𝐻𝑂𝑂(𝑓𝑓) = 1
𝑇𝑇∑𝐼𝐼

𝑇𝑇

𝑖𝑖=1
(𝐻𝐻𝑂𝑂𝐻𝐻𝐻𝐻𝐻𝐻𝑥𝑥𝑙𝑙∋𝐿𝐿𝑓𝑓(𝑥𝑥𝑖𝑖, 𝑙𝑙) ∉ 𝑌𝑌(𝑥𝑥𝑖𝑖)) (19) 

データの概要

本研究では，「朝日新聞記事データ（学術・研究用）

2013 年」を用いて検証実験を行った．この新聞記事デ

ータは，新聞記事の見出しや本文だけでなく，Table4
に示すように，「掲載年月日」，「刊種」，「紙誌」，「面

名」，「本紙・地方面」，「記事分類」，「文字数」，「見出

し」と「本文」の 9 項目からなるフォーマットで記事

のデータを記録している．つまり記事分類データは本

文ごとに付与されており，これにより研究で行った分

類の結果と実際の分類がどれだけ合っているか，検証，

評価することができる．  
検証実験を行うため，「文書」と「ラベル」のペアか

らなるデータセットを用意する必要がある．今回では，

上記の朝日新聞データセットの「本文」項目の内容を

「文書」とし，「記事分類」項目の内容の中，Table5 に

示した記事テーマ分類表の小分類に該当するものを

「ラベル」として用いる．検証実験の事前準備のため

に，全記事データにおける上記小分類の出現回数と文

書ごとに付与されるラベルの数の出現頻度について

調べ，その結果を Fig.2 と Fig.3 に示す．  

 
Fig. 2 Bar-chart of appearances of labels  

 
Fig. 3 The distribution of the number of labels in 

document 
 

実験用データセット

前述の「朝日新聞記事データ（学術・研究用）2013
年」から記事全体におけるラベルの最小出現回数を

1500 回以上，800 回以上，400 回以上と 100 回以上別

に，ラベルが一つ以上のテーマが付与された記事デー

タから「本文」項目と「記事分類」項目を抽出してデ

ータセットを作成した．得られたデータをランダムに

順番付けしてから訓練データ 90%，テストデータ 10%
の割合で訓練データセットとテストデータセットを

作成した．各データセットの概要を Table6 に示す．  
 

 実験結果  
 トピック数をパラメータとする実験  

前述の各データセットを用いて，提案手法について

検証実験を行った．検証実験では，各データセットに

ついて，LDA 法のトピック数を 10，30，50，70，90
と設定して，提案手法によりマルチラベル分類を行っ

て，得られた推定ラベルの結果から精度，再現率，F
値，HammingLoss と OneError を算出した．実験の結

果の数値を Table7～Table9 にまとめており，それぞれ
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るために，最小平均自乗の基準に従った，以下のよう

に評価関数を定義する．  

𝐽𝐽 = E [∑ 𝑒𝑒𝑛𝑛2
𝐿𝐿

𝑛𝑛=1
] = 𝐸𝐸[𝒆𝒆𝑇𝑇𝒆𝒆] (5) 

ここで  𝒆𝒆 = 𝑳𝑳𝑑𝑑 − �̂�𝑳𝑑𝑑 はラベル確率の正解値ベクトル𝑳𝑳𝑑𝑑
と推定値ベクトル �̂�𝑳𝑑𝑑との差である．この式に対して行

列の代数演算を行い，以下のように変形することがで

きる．  

𝐽𝐽 = 𝐸𝐸[𝑳𝑳𝑑𝑑
𝑇𝑇𝑳𝑳𝒅𝒅] − 2𝐸𝐸[𝑳𝑳𝑑𝑑

𝑇𝑇𝑾𝑾𝜽𝜽𝑑𝑑] + 𝐸𝐸[𝜽𝜽𝑑𝑑
𝑇𝑇𝑾𝑾𝑻𝑻𝑾𝑾𝜽𝜽𝑑𝑑] (6) 

さらに，この式を重み行列𝑾𝑾に対して微分すれば，以

下のような式が得られる．  

𝝏𝝏𝐽𝐽
𝝏𝝏𝑾𝑾 = −2𝐸𝐸[𝑳𝑳𝑑𝑑𝜽𝜽𝑑𝑑

𝑇𝑇] + 2𝑾𝑾𝐸𝐸[𝜽𝜽𝑑𝑑𝜽𝜽𝑑𝑑
𝑇𝑇]

= −2𝑅𝑅𝐿𝐿𝐿𝐿 + 2𝑾𝑾𝑅𝑅𝐿𝐿𝐿𝐿 
(7) 

そして
𝝏𝝏𝐽𝐽

𝝏𝝏𝑾𝑾 = 0とおいて重み行列𝑾𝑾について解くと，下

記のように重み行列の最適値𝑾𝑾∗が得られる．  

𝑾𝑾∗ = 𝑅𝑅𝐿𝐿𝐿𝐿𝑅𝑅𝐿𝐿𝐿𝐿
−1 (8) 

最後に，この最適な重み行列は時間によって変化しな

いと仮定するもとで，与えられた文書のトピック分布

から以下のように当該文書のラベル確率ベクトルを

求めることができる．  

�̂�𝑳𝑡𝑡 = 𝑅𝑅𝐿𝐿𝐿𝐿𝑅𝑅𝐿𝐿𝐿𝐿
−1𝜽𝜽𝑡𝑡 (9) 

評価関数の微分計算時に行要素の合計値=1 のような

確率にするための制約条件は付けていないが，(9)の計

算のあとに， �̂�𝑳𝑡𝑡の各行について，各要素をその行の合

計値で割り算することで，行要素の合計値が１となる

ように処理行う．

ラベル決定のルール

2 分類の場合は，ラベル 𝑙𝑙の有無の決定は以下のルー

ルに従って行われる．  

𝑦𝑦𝑙𝑙 = { 𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑝𝑝(𝑙𝑙 = 1|𝑫𝑫) > 𝑝𝑝(𝑙𝑙 = 0|𝑫𝑫)
𝐹𝐹𝐹𝐹𝑙𝑙𝐹𝐹𝑒𝑒 𝑜𝑜𝑜𝑜ℎ𝑒𝑒𝑇𝑇𝑒𝑒𝑒𝑒𝐹𝐹𝑒𝑒  (10) 

このルールを用いると，すべてのラベルの決定結果は

ゼロとなる場合がある．しかしながら，実際問題では

よく最低でも一つラベルが付与される前提がよくあ

る．このような問題に取り組むために，ラベル確率ベ

クトルの平均値を閾値とし，その閾値を超えたラベル

が付与されるようなルールが報告されている 7)．我々

はこのルールを拡張してより正確なルールを提案す

る．推定ラベル確率ベクトル �̂�𝑳𝑡𝑡からその要素について

降順並べ替えを行い，以下のように表せる．  

𝑝𝑝𝑙𝑙1 > 𝑝𝑝𝑙𝑙2 > ⋯ > 𝑝𝑝𝑙𝑙𝑓𝑓 > ⋯ > 𝑝𝑝𝑙𝑙𝐿𝐿 

もし以下の条件が成り立つならば，1 番目ラベル 𝑙𝑙1か

らを f 番目ラベル 𝑙𝑙𝑓𝑓を当該文書の付与すべきラベルと

する．  

(1) 訓練セットを用いてラベル数の平均値 𝜇𝜇𝑡𝑡と標準

偏差𝜎𝜎𝑡𝑡を算出する．この時，テストインスタンス

の推定ラベルの最大番号 fは下式に基づいて決定

される．  

𝑓𝑓 ≤ 𝑒𝑒𝑖𝑖𝑜𝑜(𝜇𝜇𝑡𝑡 + 3𝜎𝜎𝑡𝑡) (11) 

(2) 当該文書のラベル確率 �̂�𝑳𝑡𝑡の要素の最大値を ρ と
し，平均値をμとし，標準偏差をσとする．この時，

各ラベルについて下式に基づきラベルが決定さ

れる．  

𝑦𝑦𝑙𝑙𝑖𝑖 = { 𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑝𝑝𝑙𝑙𝑖𝑖 > max(𝜌𝜌 − 𝜆𝜆𝜇𝜇𝑡𝑡𝜎𝜎, μ)
𝐹𝐹𝐹𝐹𝑙𝑙𝐹𝐹𝑒𝑒 𝑜𝑜𝑜𝑜ℎ𝑒𝑒𝑇𝑇𝑒𝑒𝑒𝑒𝐹𝐹𝑒𝑒

 (12) 

上式においてλは正解ラベルの範囲を調整する

ためのパラメータである．また，ここに訓練セ

ットから得られたラベル数の平均値𝜇𝜇𝑡𝑡を導入す

ることによって，訓練セットから得られたラベ

ル数の平均値の情報を用いることができ，自動

的に個別インスタンスのラベル確率の範囲を調
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 検証実験  
 

本研究で提案した手法の有効性を検証するために，
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データセットのマルチラベル度合いを示す指標

以下の記述において，データセットを𝐷𝐷(𝑥𝑥𝑖𝑖, 𝑌𝑌(𝑥𝑥𝑖𝑖) ) と
表すものとする．ここでは， 𝑥𝑥𝑖𝑖 は特徴量を表す，𝑌𝑌(𝑥𝑥𝑖𝑖)
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13)．   

𝐿𝐿𝐿𝐿 = 1
𝑇𝑇 ∑|𝑌𝑌(𝑥𝑥𝑖𝑖)|

𝑇𝑇

𝑖𝑖=1
 (13) 

(2) LD(Label Density): LDは文書あたりの正解ラベル

数のラベル数に対する割合を表す評価指標であ

る．その定義式を以下に示す 13)．  

𝐿𝐿𝐷𝐷 = 1
𝑇𝑇 ∑

|𝑌𝑌(𝑥𝑥𝑖𝑖)|
𝐿𝐿

𝑇𝑇

𝑖𝑖=1
 (14) 

 
分類器の性能評価指標

(1) 分類器の結果はラベルの集合で表される場合，特

徴量𝑥𝑥𝑖𝑖に対して，その正解ラベル集合が𝑌𝑌(𝑥𝑥𝑖𝑖)で与

えられ，分類器の推定結果ラベル集合が𝑍𝑍(𝑥𝑥𝑖𝑖)与え

られるものとする．その分類器の性能を評価する

 トピック数をパラメータとする実験  
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Fig.8 Hamming Loss vs. Parameter λ  
 

Fig.9 One Error vs. parameter λ  
 

Table1 Compare with MLKNN 

 
 
比較の結果，提案手法の方が性能は優れっているとと

もに，計算時間が大幅に短縮されたことが確認できる．

また，データセット１からデータセット２にデータの

量が 1.78 倍になったとき，MLKNN 法の計算時間が

5.95(>1.783=5.64)倍で，べき乗的に増加するが，提案手

法の方が 1.56(<1.78)倍で，比例的増加量よりも少ない

ことが確認できる．これにより，MLKNN 法は大規模

データの処理に不向きで，提案手法の方が大規模デー

タの処理に適していることが確認できる．  
 

文献 9 の実験結果との比較  
文献 9 の検証実験では，著者等による手作業により

Twitter データを 14 カテゴリに分けて生成したデータ

セットを用いて分類実験を行って，その結果を評価指

標 F 値で評価した．同じデータを用いて比較実験を行

うことができない．比較するために，朝日新聞記事デ

ータを用いてできるだけ近い指標のデータセットを

作成した．それを用いた実験の結果と文献 9 から得ら

れた結果を Table2 に示した．  
 

Table2 Compare with the Ref.8 

 
 
比較の結果，提案手法の方では，各性能指標とも比較

対象より大幅に優れていることが確認できる．  
 

文献 10 の実験結果との比較  
文献 10 では，新聞記事の自動分類について報告し

た．この研究では，1 年分の新聞記事を 22 のカテゴリ

に分類する実験を行って，その性能を再現率で評価し

た．ただ，この研究でいう分類とは，シングルラベル

分類と思われる．同じデータを用いて比較実験を行う

ことができないが，朝日新聞記事データを用いてでき

るだけ近い指標のデータセットを作成した．それを用

いた実験の結果と文献 10 から得られた結果を Table3
に示した．  

Table3 Compare with the Ref.9 

 

比較の結果，提案手法の方では，性能評価指標の再現

率とも比較対象より大幅に優れていることが確認で

きる．  
 

 おわりに  
 

本論文では，トピックモデルと最小平均自乗推定と

の結合により，マルチラベル分類するための手法につ

いて提案し，その検証実験の結果について報告した．

提案手法では，第 1 段階として，トピックモデルの

LDA 法によって文書からトピックを抽出する準備処

理を行う．そして，第 2 段階では，訓練データのラベ

ルセットを用いて最小平均自乗推定を行い，トピック

分布からラベル確率を推定した上で，最終的に提案ル

ールに従ってラベル決定する．朝日新聞記事データを

用いた検証実験により，先行研究の 3 つ報告と比較し

て，提案手法の方が，分類性能や計算時間など面で顕

著な改善があることが確認できた．  
今後はラベル側の準備処理として，マトリクス分解

の手法を導入し，ラベル間の相関を除去することを検

討している．特徴量側とラベル側の両方で，独立化や

無相関化の準備処理を行った上でラベルを推定する

ことで，より高性能なマルチラベル分類器を実現でき

ると考える．  
 

Training Test 
Instance Instance Step1(s) Step2(s)

MLKNN 0.6562
Proposed 0.8062 113.7 1.5
MLKNN 0.798
Proposed 0.9422 177.4 2.0

Dataset

1

2

Time（s)

976 109
4840.3

Labels

32

6

813.6

F-measure

546 61

Method

Labels LC Precision Recall F-measure
Ref.8 (Rat; r=0) 14 3.4 0.57 0.67 0.59
Ref.8 (Rat; r=1) 14 3.4 0.66 0.54 0.58
Proposed Method 14 3.0 0.81 0.90 0.86

Labels LC Recall(maximum)
Ref.9 22 1.0 0.6974
Proposed Method 22 1.1 0.8640
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の表に対応するグラフを Fig.4～Fig.6 に示した．ただ

し，これらの実験においてラベル決定ルールのパラメ

ータλを 2.0 とした．これらの実験結果から，提案手

法が正常に動作することが確認できた．F 値の結果か

らみると，トピック数が大きくなると，F 値が大きく  
 

Fig.4 F-measure vs. the number of topic 
 

Fig.5 Hamming Loss vs. The number of topic 
 

Fig.6 OneError vs. The number of topic 
 

なって，性能が改善されるが，トピック数が小さいと

き，改善幅が大きい，トピック数が大きいときは，改

善幅が小さいことが分かる．また，Hamming Loss と

One Error についても基本的に同様な傾向がみられる

が，トピック数が 70 と 90 の時，値が大きくなり，性

能が少し悪くなる事例もある．さらに，Hamming Loss 
と One Error の性能の良さに関して，事例の順位が逆

になっているので，Hamming Loss にとって性能のよ

い事例が逆に One Error にとって性能の悪い事例とな

っていることが分かる．

 
 ラベル決定ルールパラメータλに関する実験  

前述検証実験の中から，性能の良い事例と性能の悪

い事例を一つずつ用いて，ラベルの出現確率からラベ

ルを決定するルールの中にパラメータとして用いた

λの値について検証実験を行った．検証実験では，パ

ラメータλの値を 1.0，1.5，2.0，2.5，3.0 と設定して，

マルチラベル分類を行って，得られた推定ラベルの結

果から精度，再現率，F 値，HammingLoss と OneError
を算出した．実験の結果の数値を Table10～Table12 に

まとめており，それぞれの表に対応するグラフを

Fig.7～Fig.9 に示した．これらの実験結果から，パラ

メータλは，1.0 から 3.0 まで範囲内では，分類器の

性能にそれほど影響しないことが確認できた．これは

決定ルールにラベル数の平均値や当該インスタンス

のラベル確率の統計量導入したことによるものと考

える．これにより，パラメータλの選択は比較的に容

易である．  
 

 
Fig.7 F-measure vs. Parameter λ  

 
 既存手法との比較  

MLKNN 法との比較  
前述の検証実験で用いた 年間の新聞記事データか

ら生成したデータセットに関しては， 法は現実

的な時間内にプログラムの処理を完了することがで

きない．比較するため か月の新聞記事データを用い

て，データ量の異なる二つデータセットを作成し，

と提案手法の比較実験を行った．評価指標の

値の計算結果および計算時間を に示した．  

 
 ラベル決定ルールパラメータλに関する実験 

MLKNN 法との比較 

 
 ラベル決定ルールパラメータλに関する実験 

MLKNN 法との比較 
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Table7 Experimental result: F-measure 

 
 

Table8 Experimental result: Hamming Error  

 
 

Table9 Experimental result: One Error  

 
 

Table10 Experimental result: F-measure (parameter λ ) 

 
 

Table11 Experimental result: Hamming Loss (parameter λ ) 

 
 

Table12 Experimental result: One Error  (parameter λ ) 

 
 
 

Least Label LDA+LMS LDA+LMS LDA+LMS LDA+LMS LDA+LMS
number topic=10 topic=30 topic=50 topic=70 topic=90

1 100 0.3715 0.5757 0.6502 0.6618 0.6792
1 400 0.4967 0.6605 0.7295 0.7463 0.7458
1 800 0.5362 0.7516 0.7980 0.8049 0.8194
1 1500 0.6074 0.7874 0.8572 0.8502 0.8620

Least Label
Appearance

Data Set Condition F-measure

Least Label LDA+LMS LDA+LMS LDA+LMS LDA+LMS LDA+LMS
number topic=10 topic=30 topic=50 topic=70 topic=90

1 100 0.03675 0.02105 0.01643 0.01615 0.01578
1 400 0.04705 0.03191 0.02475 0.02314 0.02320
1 800 0.06428 0.04131 0.02913 0.02314 0.02704
1 1500 0.08070 0.04645 0.03153 0.03264 0.04242

Least Label
Appearance

Data Set Condition Hamming Loss

Least Label LDA+LMS LDA+LMS LDA+LMS LDA+LMS LDA+LMS
number topic=10 topic=30 topic=50 topic=70 topic=90

1 100 0.6695 0.4499 0.3492 0.3353 0.3070
1 400 0.5405 0.3602 0.2752 0.2425 0.2518
1 800 0.4838 0.2741 0.2065 0.1902 0.1735
1 1500 0.4176 0.2279 0.1504 0.1454 0.1329

Least Label
Appearance

Data Set Condition One Error

Least Label LDA+LMS LDA+LMS LDA+LMS LDA+LMS LDA+LMS
number ramda=1.0 ramda=1.5 ramda=2.0 ramda=2.5 ramda=3.0

1 100 10 0.3438 0.3621 0.3715 0.3823 0.3808
1 1500 90 0.8678 0.8587 0.8620 0.8453 0.8149

Least Label
Appearance

Data Set Condition F-measure
Topic

Least Label LDA+LMS LDA+LMS LDA+LMS LDA+LMS LDA+LMS
number λ=1.0 λ=1.5 λ=2.0 λ=2.5 λ=3.0

1 100 10 0.02764 0.03053 0.03267 0.03402 0.03675
1 1500 90 0.02453 0.02848 0.03001 0.03487 0.04241

Least Label
Appearance

Data Set Condition Hamming loss
Topic

Least Label LDA+LMS LDA+LMS LDA+LMS LDA+LMS LDA+LMS
number λ=1.0 λ=1.5 λ=2.0 λ=2.5 λ=3.0
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1 1500 90 0.1310 0.1380 0.1328 0.1337 0.1376

Least Label
Appearance

Data Set Condition One error
Topic
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Table4 Format of Asahi Shimbun article data 

 
 

Table5 News theme categories in Asahi Shimbun article data 

 
 

Table6 Summary of experimental Data set  
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3 医療 2917 28 防衛・安保 598 53 建築 242
4 経済事件 2910 29 スポーツ事件 575 54 自然保護 239
5 食生活 2802 30 紛争 541 55 航空事故 213
6 交通事故 2566 31 高齢社会 540 56 倒産 206
7 音楽 2375 32 衣生活 508 57 麻薬事件 199
8 殺人傷害事件 2334 33 障害者 505 58 欠陥商品 191
9 労働・雇用 2215 34 住民運動 504 59 在日外国人 189
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Least
Appearance

Category

Data Set Condition Summary
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Table7 Experimental result: F-measure 

 
 

Table8 Experimental result: Hamming Error  

 
 

Table9 Experimental result: One Error  

 
 

Table10 Experimental result: F-measure (parameter λ ) 

 
 

Table11 Experimental result: Hamming Loss (parameter λ ) 
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あらまし

2011 年 3 月 11 日の東日本大震災によってサプライチェーンが途絶された．サプライチェーンの途絶は，顧客流出

や株価暴落による経営の悪化の原因となるため，途絶の原因となるリスクを取り除いておく必要がある．しかし，そ

のために，どのような運用方策をとるべきであるかを決定するためのスキルやノウハウがなく，サプライチェーン・

リスク管理の課題とされている．そこで，途絶を考慮した場合のサプライチェーンの効率性と頑健性のバランスを最

適化した運用方策を焼きなまし（SA）法と満足化トレードオフ法を用いて導出する手法を提案する．シミュレーショ

ン実験を行った結果から提案手法の有効性を確認した． 
 

Abstract 
By the massive earthquake, which hit east Japan area in March 2011, many supply chains are terribly destroyed and had been 

disrupted for a long period. Disruption of a supply chain leads to its financial difficulties. Reducing the risks of supply c hain 
disruption is an important issue. However, there have not been effective ways for the disruption risk management. In this paper, 
we propose a method to determine the optimal policy that can balance the trade-off between efficiency and robustness in a 
supply chain. Simulation results show the validity of proposed method. 

  
キーワード：サプライチェーン，途絶リスク, リスク管理   
Keywords: Supply Chain, Disruption Risk, Risk Management 

 

 はじめに  
 

近年，日本のサプライチェーンにおいてリスク管理

の重要性が高まってきている．これは， JIT (Just In 
Time) 生産の普及によるサプライチェーンの効率化

の追求と，技術向上に伴うサプライチェーンの長距離

化により，サプライチェーンの頑健性が低下してきて

いるためである．これらに加え，近年自然災害の発生

回数が増加傾向にあり，災害によるサプライチェーン

の途絶リスクが高まってきているためである 1 )．  
実際に，2011 年 3 月 11 日の東日本大震災によって

サプライチェーンが途絶された．サプライチェーンの

途絶の影響は，国内だけでなく海外にまで波及した．

サプライチェーンの途絶は，顧客流出や株価暴落によ

る経営の悪化の原因となるため，サプライチェーンの

途絶の原因となるリスクを取り除いておく必要があ

る．しかし，そのためにどのような運用方策をとるべ

きであるかを決定するためのスキルやノウハウがな

く，サプライチェーン・リスク管理の課題とされてい

る．  
そこで本研究は，途絶リスクを考慮した場合のサプ

ライチェーンの長期的な最適運用方策を導出するた

めの手法について検討することを目的とする．サプラ

イチェーンマネジメントの目的の一つに日常の効率

性を高めることがある．対して，サプライチェーンに

おけるリスク管理の目的は，機会損失の低減と事業継

続計画 (BCP：Business Continuity Plan)で定めた復旧期

間以内に復旧できるよう頑健性を高めることである．

機会損失の低減や復旧期間を短縮するためには，対策

用に在庫を保有することや調達先の多様化などが有

効であることが知られている．しかしこれらを行うこ

とにより日常の効率性は低下してしまう．つまり，日

常の効率性と頑健性はトレードオフの関係にある．そ

こで，途絶を考慮した場合のサプライチェーンの効率

性と頑健性のバランスを最適化した運用方策を焼き

なまし法  (SA：Simulated  Annealing)と満足化トレー

ドオフ法を用いて導出する手法を提案する．そしてシ

ミュレーションによってその有効性を検証する．

 先行研究  
 
先行研究として大森らによる研究がある．大森らは，

対策用在庫の保有，調達先の多様化，拠点の耐久力の

強化を対象として，総費用（納期遅れのペナルティと
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